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生物炭吸附新兴污染物的
机器学习模型预测与机制研究
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摘要:为提升新兴污染物治理效率ꎬ研究系统整合 ５４９ 组生物炭吸附实验数据ꎬ通过非参数插补方法处理缺失值ꎬ采用 ３ 种

典型算法建立多维度特征生物炭吸附新兴污染物预测模型ꎮ 其中ꎬＸＧＢｏｏｓｔ 模型表现出最优拟合性能(测试集 Ｒ２ ＝ ０􀆰 ９５ꎬＲＭＳＥ ＝
８􀆰 ３２ ｍｇ / ｇ)ꎮ 特征重要性分析结果表明ꎬ表面氮官能团与污染物摩尔折射率共同构成吸附协同机制的核心要素ꎬ证实表面化学

作用在吸附过程中的贡献超过物理作用ꎻ平均孔径的重要性显著高于比表面积ꎬ且仅当孔径范围与污染物分子尺寸匹配时ꎬ微
孔填充效应才显著增强ꎮ 明确表面化学性质在提高新兴污染物吸附量的作用更为关键ꎬ为高性能生物炭的定向制备及新兴污

染物的高效去除提供了理论支撑ꎮ
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催化技术和环境功能材料ꎬ通讯联系人ꎬｈｏｎｇｓｉｑｉ＠ ｘｐｕ.ｅｄｕ.ｃｎꎮ

　 　 随着城市化进程加快ꎬ新兴污染物在水环境中

的检出频率持续上升ꎬ对生态系统和公共健康构成

潜在威胁[１]ꎮ 这类污染物涵盖药物、个人护理品及

内分泌干扰物等ꎬ而现有常规污水处理技术对其难

以有效去除ꎬ进入自然水体后形成持久性污染ꎮ 现

有研究表明ꎬ部分药物污染物在传统处理工艺中降

解效率有限[２]ꎬ亟需开发高效去除技术ꎮ

生物炭作为拥有多孔结构、丰富表面官能团及

原料可再生等优势的绿色吸附材料ꎬ在新兴污染物

治理领域具有巨大潜力ꎮ 然而ꎬ生物炭吸附性能受

热解条件、原料特性及改性方法等多因素影响[３]ꎬ
其构效关系尚未完全明晰ꎮ 传统实验方法如单因素

优化法则存在效率低、成本高等局限ꎬ而复杂的吸附

动力学和等温线模型难以全面描述生物炭对不同污
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染物的吸附机制ꎬ只能在特定条件下解释吸附过程ꎮ
在此背景下ꎬ机器学习技术为揭示生物炭吸附机制

提供了新途径ꎮ 该数据驱动方法能够挖掘生物炭特

性、污染物性质与吸附性能间的复杂非线性关

系[４－５]ꎬ从而为材料定向设计与性能预测提供理论

支撑[６]ꎮ
Ｏｕｙａｎｇ 等[７] 的研究详细回顾了生物炭的特性

及其去除药物污染物的潜力ꎬ并提出需进一步地研

究解释吸附机制ꎬ评估每个官能团对生物炭表面的

影响ꎮ 最近的研究表明ꎬ生物炭吸附药物去除效率

很大程度上取决于生物炭的物理化学性质、反应条

件和存在的药物类型等因素ꎮ 这些挑战促进了开发

不同算法和数据驱动方法的需求ꎬ以了解吸附机制

并预测药物去除效率ꎮ Ｚｈｕ 等[８]通过机器学习模型

预测了生物炭对各种抗生素的吸附容量ꎬ并揭示了

比表面积、孔径分布和表面官能团对吸附能力的影

响ꎮ 此外ꎬ不同的分子结构也会导致吸附行为的显

著差异ꎬ例如ꎬ分子尺寸较大的污染物往往较难进入

生物炭的微孔结构ꎬ导致吸附效率降低[９]ꎮ
现有研究存在数据特征维度较少、模型精度不

足等问题ꎬ无法充分解析吸附过程中生物炭特征的

全面影响ꎮ 本研究引入生物炭吸附新兴污染物相关

的 ２６ 个特征参数ꎬ将机器学习与理论吸附模型相结

合ꎬ系统分析吸附过程的关键特性ꎮ 通过建立通用

的机器学习优化框架预测生物炭对新兴污染物的最

大吸附容量ꎬ揭示不同生物炭性质对吸附性能的相

对重要性ꎮ 同时ꎬ充分考虑污染物的分子结构和官

能团对吸附过程的影响[１０]ꎮ 本研究实现了更全面

可靠的模型效果ꎬ旨在通过机器学习方法系统解析

生物炭吸附新兴污染物的关键影响因素ꎬ为高效吸

附剂的开发提供新思路ꎮ

１　 实验方法

１􀆰 １　 数据收集插补及特征选择

研究数据通过系统性文献检索获取ꎬ检索平台

为 Ｗｅｂ ｏｆ Ｓｃｉｅｎｃｅ 核心合集ꎬ检索策略采用主题词

组 合: “ Ｂｉｏｃｈａｒ ” ＋ “ Ｐｒｅｐａｒａｔｉｏｎ ” / “ Ｓｙｎｔｈｅｓｉｓ ” ＋
“Ｄｒｕｇｓ / Ｐｈａｒｍａｃｅｕｔｉｃａｌｓ”＋“Ａｄｓｏｒｐｔｉｏｎ”ꎬ时间跨度为

２０１０—２０２４ 年ꎮ 数据收集过程中ꎬ严格筛选了具有

完整参数信息和可靠吸附性能测试结果的研究ꎬ确
保数据质量和可靠性ꎮ 从符合筛选标准的 ３３ 篇实

验研究论文中提取数据ꎬ数据来源于论文中的吸附

等温线图表和原始数据表格ꎮ 使用 ＧｅｔＤａｔａ Ｇｒａｐｈ
Ｄｉｇｉｔｉｚｅｒ(ｖ４􀆰 ８)对图表进行数字化解析共计 ５４９ 组

数据ꎬ其中材料种类包含秸秆、松木、松针、稻壳和竹

子等生物质制得的生物炭材料ꎮ 污染物类型以新型

药物为主ꎬ见表 １ꎮ
表 １　 污染物类型

类别 污染物 缩写

磺胺类 磺胺嘧啶 ＳＤＺ

　 磺胺甲唑 ＳＭＸ

　 磺胺甲二唑 ＳＭＴ

喹诺酮类 环丙沙星 ＣＩＰ

　 司帕沙星 ＳＰＤ

大环内酯类 螺旋霉素 ＳＰＹ

其他药物 / 化学品 甲氧苄啶 ＴＭＰ

　 双氯芬酸 ＤＣＦ

　 萘普生 ＮＰＸ

　 氯喹 ＣＱ

　 环磷酰胺 ＣＰ

　 双酚 Ａ ＢＩＰ

基于生物炭吸附新兴污染物的机理ꎬ构建了涵

盖材料特性、污染物性质及环境条件的多维度特征

数据集ꎮ 根据吸附过程的物理化学机制ꎬ将特征变

量划分为以下 ４ 类:①生物炭理化特性ꎬ包括碳含量

(Ｃ)、氢含量(Ｈ)、氧含量(Ｏ)、氮含量(Ｎ)、(Ｏ＋
Ｎ) / Ｃ 摩尔比、灰分(Ａｓｈ)、Ｈ / Ｃ、Ｏ / Ｃ、Ｎ / Ｃ 摩尔比、
比表面积、微孔体积、总孔体积及平均孔径ꎮ ②吸附

实验条件ꎬ包含初始浓度、溶液 ｐＨ、离子强度、吸附

时间、振荡速率、溶液体积、吸附剂投加量、吸附温度

及吸附类型(单一 /竞争)ꎮ ③污染物特性参数ꎬ５ 项

麦高恩线性溶剂化能关系(ＭＬＳＥＲ)模型特征参数ꎬ
包括污染物溶解度(Ｃｓ)、特征体积(Ｖ)、总溶质 Ｈ
键酸度(Ａ)、总溶质 Ｈ 键碱度(Ｂ)、过度的摩尔折射

(Ｅ)及极性 /极化率(Ｓ)ꎮ 这些参数系统描述了污染

物的分子特性ꎬ有助于揭示吸附过程中的分子间作

用机制ꎮ ④目标变量ꎬ实测吸附量(Ｃａｐａｃｉｔｙ)ꎬ作为

模型预测的因变量ꎮ 本研究应用随机森林插补法ꎬ
对缺失数据进行填补并评估以确保数据可用性ꎮ 针

对数据集中 １７ 种新兴污染物的复杂命名ꎬ研究采用

标签编码将其转换为 ０ ~ １６ 的离散数值[１１]ꎮ 在预

处理阶段ꎬ树模型直接使用原始数值特征ꎻ岭回归

则采用 Ｚ－ｓｃｏｒｅ 标准化以消除量纲影响ꎬ从而确保

系数估计的稳定性[１２] ꎮ 为全面解析各因素对吸附

容量的贡献机制ꎬ本研究保留全部特征ꎬ未进行降

维处理ꎮ
１􀆰 ２　 机器学习模型建立及评估

为深度解析生物炭对新兴污染物的吸附行为ꎬ
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本研究采用 ３ 种典型机器学习算法构建预测框架ꎮ
集成学习算法方面ꎬ选取了随机森林(ｒａｎｄｏｍ ｆｏｒｅｓｔꎬ
ＲＦ)与 ＸＧＢｏｏｓｔ ( ｅｘｔｒｅｍｅ ｇｒａｄｉｅｎｔ ｂｏｏｓｔｉｎｇ)ꎮ ＲＦ 利

用装袋法(ｂａｇｇｉｎｇ)降低模型方差ꎬ而 ＸＧＢｏｏｓｔ 则通

过梯度提升框架协同正则化技术ꎬ两者共同构成了

捕捉吸附过程中复杂非线性演变规律的核心工具ꎬ
能够有效应对生物炭多维特征间的非线性问题[１３]ꎮ
作为对比ꎬ本研究引入岭回归(ｒｉｄｇｅ ｒｅｇｒｅｓｓｉｏｎ)作为

线性基准ꎬ通过在损失函数中嵌入 Ｌ２ 正则化项ꎬ对
特征系数进行收缩ꎬ从而在保留物理可解释性的基

础上ꎬ通过调控正则化参数来抑制模型的过度拟合ꎬ
其目标函数可表示为:

ｍｉｎω‖ｙ － Ｘω‖２
２ ＋ α‖ω‖２

２ (１)
式中ꎬα 为正则化参数ꎮ

为确保模型的最佳性能ꎬ所有模型都将进行超

参数优化过程ꎮ 同时数据集按 ８ ∶２比例随机划分为

训练集与测试集ꎬ确保模型泛化能力的客观评估ꎮ
针对模型核心超参数的确定ꎬ采用了随机搜索策略ꎬ
在预设的参数空间内执行了 ２００ 次迭代采样ꎮ 该过

程利用 １０ 折交叉验证机制ꎬ可确定偏差与方差之间

的最优平衡点ꎬ确保模型在未知数据上的鲁棒性ꎮ
实验算力支持基于 Ｐｙｔｈｏｎ ３􀆰 ９ 环境ꎬ核心计算逻辑

依托 ｓｃｉｋｉｔ － ｌｅａｒｎ １􀆰 ２、ＸＧＢｏｏｓｔ １􀆰 ７ 及 ＮｕｍＰｙ １􀆰 ２４
等高性能学术计算库实现ꎮ 在评估生物炭吸附预测

模型性能时ꎬ本研究采用决定系数(Ｒ２)和均方根误

差(ＲＭＳＥ)核心指标从不同角度全面反映模型的拟

合优度与预测精度ꎮ 均方根误差(ＲＭＳＥ)衡量预测

值与真实值之间的平均误差ꎬ具有与目标变量相同

的量纲(ｍｇ / ｇ)ꎬ值越小表示模型预测越准确ꎮ 其对

大误差更为敏感ꎬ能有效反映模型在极端值上的表

现ꎮ 特征分析采用机器学习模型结合排列特征重要

性(ＰＦＩ)方法评估生物炭特征对其吸附性能的影响

权重[１４]ꎮ 特征重要性分数 Ｉ ｊ 的计算公式为:
Ｉ ｊ ＝ (１ / ＮＴ)∑

Ｔ
∑
Ｔ∈Ｔ

ΔＧｉｎｉ( ｔꎬｊ) (２)

其中ꎬＮＴ 为决策树总数ꎻΔＧｉｎｉ( ｔꎬｊ)为特征 ｊ 在节点

ｔ 分裂时引起的基尼不纯度减少量ꎮ 重要性排序图

基于综合评分绘制ꎬ并通过 Ｂｏｏｔｓｔｒａｐ 法(ｎ ＝ １ ０００)
计算 ９５％置信区间ꎮ 稳定性通过交叉验证中变异

系数(ＣＶ<０􀆰 ３)验证ꎬ确保结果可靠ꎮ

２　 结果与讨论

２􀆰 １　 数据插补评估及特征相关分析

随机森林插补方法在生物炭数据集中的应用效

果通过 ３ 个关键特征的分布对比得以验证ꎮ 如图 １

所示ꎬ灰分含量、Ｈ 含量及微孔体积的插补数据与原

始数据分布形态高度一致ꎬ统计特征保持稳定ꎮ 灰

分含量的均值差异仅为 ０􀆰 １％ꎬＨ 含量为 ０􀆰 ０１％ꎬ微
孔体积为 ０􀆰 ００１ ｃｍ３ / ｇꎬ标准差变化均控制在合理范

围内ꎮ 分布曲线的重合度表明插补过程未引入明显

偏差ꎬ有效维持了原始数据的统计特性与分布规律ꎮ
证实该方法能够准确重构缺失值ꎬ保证数据完整性ꎬ
为后续机器学习建模提供了可靠的数据基础ꎮ

(ａ)灰分含量分布对比

(ｂ)Ｈ 含量分布对比

(ｃ)微孔体积分布对比

１—原始数据ꎻ２—插补后数据

图 １　 特征插补分布密度图

通过皮尔逊相关系数矩阵分析发现:比表面积

与微孔体积呈显著正相关( ｒ ＝ ０􀆰 ８２ꎬｐ<０􀆰 ０１)ꎬ表明

生物炭的孔隙结构具有一致性ꎻ初始浓度与吸附量

呈中度正相关( ｒ ＝ ０􀆰 ６７ꎬｐ<０􀆰 ０１)ꎬ符合吸附等温线

规律ꎻｐＨ 与氮含量呈弱负相关( ｒ＝ －０􀆰 ３４ꎬｐ<０􀆰 ０５)ꎬ
可能反映生物炭氮官能团的质子化效应ꎮ 尽管存在

部分相关性ꎬ但正则化方法与树模型的特征选择机

制能有效处理此问题ꎬ因此保留全部特征用以分析

模型解释性能[１５]ꎮ
２􀆰 ２　 模型预测及机理分析

为准确模拟生物炭吸附新兴污染物的非线性过

􀅰４０２􀅰



２０２６ 年 １１ 月 屈云易等:生物炭吸附新兴污染物的机器学习模型预测与机制研究

程ꎬ通过超参数优化提升模型整体预测拟合能力ꎮ
模型初始参数范围基于文献调研与预实验确定ꎬ经
过 ２００ 次优化迭代ꎬ确定模型的最优参数组合ꎮ 对

于随机森林ꎬ当最大深度(ｍａｘ＿ｄｅｐｔｈ) >２５ 时ꎬ验证

集 Ｒ２ 开始下降而训练集 Ｒ２ 持续上升[图 ２(ａ)]ꎬ表
明出现过拟合[图 ２( ｂ)]ꎻＸＧＢｏｏｓｔ 在学习率过低

(０􀆰 ０１ 以下)且树数量过多(>５５０)时也表现出类似

现象[图 ２( ｃ)]ꎮ 由此后续对 ＲＦ 模型限制最大深

度ꎬ增加分裂节点最小样本数(ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ)ꎬ
适度降低树的数量(ｎ＿ｅｓｔｉｍａｔｏｒｓ)ꎻ对 ＸＧＢｏｏｓｔ 模型

则是提高 ｇａｍｍａ 值ꎬ增强分裂要求ꎻ而岭回归未出

现明显过拟合ꎬ但存在轻微欠拟合迹象ꎬ这与其线性

假设的局限性一致ꎮ

１—训练集 Ｒ２ꎻ２—验证集 Ｒ２

(ａ)ＲＦ 模型最大深度参数优化

１—训练集 Ｒ２ꎬＩｒ＝ ０􀆰 ００５ꎻ２—验证集 Ｒ２ꎬＩｒ＝ ０􀆰 ００５ꎻ

３—训练集 Ｒ２ꎬＩｒ＝ ０􀆰 ０５ꎻ４—验证集 Ｒ２ꎬＩｒ＝ ０􀆰 ０５ꎻ

５—训练集 Ｒ２ꎬＩｒ＝ ０􀆰 ２ꎻ６—验证集 Ｒ２ꎬＩｒ＝ ０􀆰 ２
(ｂ)岭回归模型正则化强度参数优化

１—训练集 Ｒ２ꎻ２—验证集 Ｒ２

(ｃ)ＸＧＢｏｏｓｔ 模型树的数量参数优化

图 ２　 模型参数调优图

表 ２ 为模型最优参数组合ꎬ其中随机森林最优

树数量(４１２)显著高于常规默认值(１００)ꎬ表明本研

究数据集复杂性较高ꎮ ＸＧＢｏｏｓｔ 模型参数 ｓｕｂｓａｍｐｌｅ ＝
０􀆰 ８２ 与 ｃｏｌｓａｍｐｌｅ＿ｂｙｔｒｅｅ ＝ ０􀆰 ７６ 则表明适度的数据

与特征采样对本研究特别有效ꎮ 作为线性模型ꎬ岭
回归主要优化正则化参数 ａｌｐｈａꎬ在 ０􀆰 １ ~ １００ 的参

数范围内确定最优 ａｌｐｈａ ＝ ８􀆰 ７４ꎮ 此值处于中等强

度正则化水平ꎬ表明数据中存在一定程度的多重共

线性ꎬ但未达到需要强正则化的程度ꎮ
表 ２　 模型最优参数

模型 参数 范围 最优值

随机森林模型 ｎ＿ｅｓｔｉｍａｔｏｒｓ １００~５００ ４１２

　 ｍａｘ＿ｄｅｐｔｈ ５~３０ ２３

　 ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ２~１５ ７

　 ｍａｘ＿ｆｅａｔｕｒｅｓ ０􀆰 ３~０􀆰 ９ ０􀆰 ７

ＸＧＢ 模型 ｎ＿ｅｓｔｉｍａｔｏｒｓ １００~６００ ５２７

　 ｍａｘ＿ｄｅｐｔｈ ３~１２ １０

　 ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０􀆰 ０１~０􀆰 ３ ０􀆰 ０６８

　 ｓｕｂｓａｍｐｌｅ ０􀆰 ６~１􀆰 ０ ０􀆰 ８

研究采用严格的 ８ ∶２数据划分ꎬ并通过 １０ 折交

叉验证确保评估可靠性[１６－１７]ꎮ 表 ３ 展示了 ３ 种模

型在训练集与测试集上的性能指标对比ꎮ 其中

ＸＧＢｏｏｓｔ 在测试集上取得最佳性能 ( Ｒ２ ＝ ０􀆰 ９５ꎬ
ＲＭＳＥ＝ ９􀆰 ２ ｍｇ / ｇ)ꎬ显著优于随机森林(Ｒ２ ＝ ０􀆰 ８６)
和岭回归(Ｒ２ ＝ ０􀆰 ６８)ꎮ 此外 ３ 种模型的训练集与

测试集 Ｒ２ 差距均较小(≤０􀆰 ０２)ꎬ表明模型未出现

严重过拟合ꎮ
表 ３　 模型效果对比

模型
训练集 测试集

Ｒ２ ＲＭＳＥ / (ｍｇ􀅰ｇ－１) Ｒ２ ＲＭＳＥ / (ｍｇ􀅰ｇ－１)

ＸＧＢ 模型 ０􀆰 ９６ ０􀆰 ９５ ８􀆰 ５１ ９􀆰 ２２

随机森林模型 ０􀆰 ８８ ０􀆰 ８６ １８􀆰 ３５ １９􀆰 ７１

岭回归模型 ０􀆰 ６９ ０􀆰 ６８ ３５􀆰 ２７ ３６􀆰 １８

图 ３ 展示了 ３ 种模型在测试集上的真实值与预

测值拟合情况ꎬ直观反映了各模型的预测能力ꎮ 随

机森林模型[图 ３(ａ)]表现中等ꎬＲ２ ＝ ０􀆰 ８６ꎬＲＭＳＥ ＝
１９􀆰 ７ ｍｇ / ｇꎮ 其预测点呈扇形分布ꎬ低吸附量区域

(２０~８０ ｍｇ / ｇ)拟合较好ꎬ但高吸附量区域( > １００
ｍｇ / ｇ)分散明显ꎬ表明随机森林在处理极端值时存

在一定局限性ꎮ ＸＧＢｏｏｓｔ 模型[图 ３(ｂ)]表现出色ꎬ
预测点紧密围绕 １ ∶１参考线分布ꎬＲ２ 达 ０􀆰 ９５ꎬＲＭＳＥ
仅为 ９􀆰 ２ ｍｇ / ｇꎮ 在高吸附量区域 ( > １２０ ｍｇ / ｇ)ꎬ
ＸＧＢｏｏｓｔ 仍保持良好预测能力ꎬ说明其梯度提升机
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制能有效捕捉复杂非线性关系ꎮ 岭回归模型[图 ３
(ｃ)]表现相对较弱ꎬＲ２ ＝ ０􀆰 ６８ꎬＲＭＳＥ ＝ ３６􀆰 １ ｍｇ / ｇꎮ
图中可见明显的系统性偏差ꎬ表明线性假设难以捕

捉生物炭吸附过程中的复杂非线性机制ꎮ

(ａ)ＲＦ 模型预测性能

(ｂ)岭回归模型预测性能

(ｃ)ＸＧＢ 模型预测性能

图 ３　 模型性能预测图

在环境功能材料研究中ꎬ预测精度直接影响材

料设计与应用效果ꎮ 基于上述分析ꎬ本研究选择

ＸＧＢｏｏｓｔ 作为最终模型进行后续机理分析ꎬ预测精

度显著优势ꎮ ０􀆰 ９５ 的 Ｒ２ 表明模型能解释 ９５％的吸

附量变异ꎬ具有高度实用价值ꎮ 生物炭吸附过程涉

及多种复杂机制(静电作用、π－π 作用、氢键、孔隙

填充等)ꎬＸＧＢｏｏｓｔ 的梯度提升框架能有效建模这些

非线性关系ꎬ而岭回归的线性假设明显不足ꎬ随机森

林的树结构虽能捕捉非线性但表达能力有限ꎮ
研究通过机器学习模型解析了生物炭吸附新兴

污染物的关键机制ꎮ 特征重要性分析(图 ４)表明ꎬ
表面化学特性特别是含氮官能团与污染物电子性质

共同主导吸附过程ꎬ孔隙结构贡献相对有限ꎮ 既往

研究一般强调比表面积的关键作用[１８]ꎬ而本数据明

确显示化学吸附机制在新兴污染物去除中占主导地

位ꎬ这对传统吸附理论形成重要补充ꎮ 具体而言ꎬ氮
含量(Ｎꎬ０􀆰 ０６９)和 Ｈ / Ｃ 比(０􀆰 ０６４)在生物炭特征中

排序靠前ꎬ证实含氮官能团对新兴污染物的特异性

吸附贡献显著ꎮ 这可能源于高氮生物炭表面富集的

吡啶氮可与抗生素类污染物形成强配位键ꎬ此机制

有效解释了磺胺类污染物在高氮改性生物炭上吸附

容量提升的现象[１９－２０]ꎮ

图 ４　 特征重要性排序图

污染物参数中ꎬ摩尔折射率(Ｅ ＝ ０􀆰 １９７)的重要

性仅次于污染物编码(０􀆰 ２６６)ꎬ表明分子极性对吸

附过程具有关键影响ꎮ Ｅ 值反映分子电子云变形能

力ꎬ高 Ｅ 值污染物(如三氯生ꎬＥ ＝ ０􀆰 ８２)易与生物炭

芳香结构产生 π－π 电子相互作用[２１]ꎮ 污染物编码

的重要性本质上体现了污染物特性与生物炭表面化

学的匹配程度ꎬ即吸附效果取决于污染物特性与生

物炭表面化学的匹配程度而非单一因素ꎮ 孔隙参数

中ꎬ平均孔径(０􀆰 ０３３)的重要性明显高于比表面积

(０􀆰 ００９)ꎬ证实孔径分布较总孔体积对新兴污染物

吸附更具决定性ꎮ 当孔径与污染物动力学直径匹配

时ꎬ微孔填充效应显著增强[１８]ꎮ 值得注意的是ꎬｐＨ
(０􀆰 ００７)的重要性较低ꎬ这与数据集中 ８２％的实验

在中性条件(ｐＨ ６~８)下进行有关ꎬ此范围内表面电

荷效应相对弱化[２２]ꎮ

３　 结论

本研究基于 ５４９ 组生物炭吸附实验数据ꎬ创新

性地引入 ＭＬＳＥＲ 污染物参数体系ꎬ构建了 ３ 种包含

２９ 维特征的机器学习预测模型ꎬ其中 ＸＧＢｏｏｓｔ 模型

表现出最优性能(Ｒ２ ＝ ０􀆰 ９５)ꎮ 对比陈一飞等[２３]、花
文静等[２４]的机器学习辅助生物炭吸附污染物的相

关研究ꎬ本研究引入了更多特征并且取得了更突出

的模拟效果ꎮ 特征重要性分析揭示以下关键发现:
表面化学特性与污染物电子性质共同主导吸附过

程ꎬ其中氮含量(０􀆰 ０６９)与摩尔折射率(０􀆰 １９７)的协

􀅰６０２􀅰



２０２６ 年 １１ 月 屈云易等:生物炭吸附新兴污染物的机器学习模型预测与机制研究

同贡献达到 ２６􀆰 ６％ꎬ化学吸附机制在吸附新兴污染

物中起关键作用ꎮ 孔隙结构分析显示ꎬ平均孔径

(０􀆰 ０３３)的重要性显著高于比表面积(０􀆰 ００９)ꎮ 由

此仅当孔径范围与污染物分子尺寸匹配时ꎬ微孔填

充效应才显著增强ꎮ
这些发现对生物炭材料设计具有重要指导意

义ꎬ应摒弃单纯追求高比表面积的传统思路ꎬ转而注

重表面化学特性与目标污染物性质的匹配ꎮ 如可通

过增强生物炭芳香度(降低 Ｈ / Ｃ 比)提升生物炭对

高摩尔折射率污染物(如卤代酚类)吸附性能ꎮ 后

续研究可结合原位傅里叶变换红外光谱等技术ꎬ直
接验证氮官能团与污染物间的配位键形成过程ꎬ进
而从分子层面阐明吸附机制ꎮ
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