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摘要:系统分析了近年来机器学习在加氢催化剂领域的前沿应用ꎬ重点阐述了机器学习在催化剂活性位点设计、反应路径

优化及抗失活性能预测等方面的突破性进展ꎮ 通过剖析国内外创新成果ꎬ全面阐述机器学习技术在加氢催化剂理性设计、性能

预测与工艺优化中的前沿应用ꎬ并对未来发展趋势提出前瞻性展望ꎮ
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　 　 加氢催化技术在能源化工、精细化学品合成及

环境催化等领域具有不可替代的地位ꎬ过程效率直

接关系到化工生产的经济性与环保性ꎮ 在“双碳”
战略背景下ꎬ开发高性能加氢催化剂已成为产业升

级的迫切需求ꎮ 然而ꎬ传统催化剂研发模式严重依

赖研究人员的经验与直觉ꎬ面临着实验周期长、资源

消耗大及优化效率低等严峻挑战ꎮ
机器学习技术的迅猛发展ꎬ特别是机器学习与

深度学习算法的突破ꎬ为加氢催化剂研发注入了全

新动力[１－２]ꎮ 通过构建“数据驱动设计－高通量计

算－自动化验证”的智能研发新范式ꎬＭＬ 技术正在

从根本上改变催化材料的设计理念与开发流

程[３－４]ꎮ 本综述将聚焦于近几年机器学习在加氢催

化剂领域的关键进展ꎬ通过系统梳理国内外创新研

究成果ꎬ全面阐述 ＭＬ 技术在加氢催化剂理性设计、
性能预测与工艺优化中的前沿应用ꎬ并对未来发展

趋势提出前瞻性展望ꎮ

１　 机器学习赋能加氢催化剂理性设计的新
范式

１􀆰 １　 催化剂表面结构与稳定性的智能预测

催化剂表面性质直接影响其活性位点暴露与反

应物吸附行为ꎬ是决定催化性能的关键因素ꎮ 传统

的密度泛函理论(ＤＦＴ)计算虽然精度较高ꎬ但计算

成本昂贵ꎬ严重制约了大规模催化剂筛选的效

率[５－６]ꎮ 机器学习(ＭＬ)结合 ＤＦＴ 计算在多相催化

剂设计与筛选中的成功应用越来越广泛ꎮ
Ｆａｎｇ 等[７] 利用可获取的特征和密度泛函理论

(ＤＦＴ)计算结果ꎬ训练了机器学习模型ꎬ以预测葡萄

糖和氢原子在 ＡｘＢ４－ｘ二元合金催化剂上的吸附能ꎬ
通过机器学习预测技术对 １ ０４４ 种二元合金催化剂

进行了筛选ꎬ从中确定了 ９ 种可能的具有高预测活

性的二元合金催化剂ꎬ其中 Ｐｄ３Ｍｇ 表现最好ꎬ已实

现比 Ｒａｎｅｙ－Ｎｉ 更好的催化性能ꎮ Ｌｉ 等[８] 通过结合

机器学习原子模拟和催化实验在反应条件下钯银合

金催化剂的表面状态ꎬ并筛选出一种具有高性能的

锐钛矿型二氧化钛负载的 Ｐｄ１Ａｇ３ 催化剂ꎬ在 ９６％的

乙炔 转 化 率 下ꎬ １００ ｈ 内 具 有 ８５％ 的 选 择 性ꎮ
Ｍａｒｌｏｗｅ 等[９]通过 ＤＦＴ 计算上训练的机器学习模型

在催化剂用于生物质增值的加氢脱氧(ＨＤＯ)反应

中ꎬ确定了 ＷＯｘ 优先占据协调良好的 Ｐｔ 位点

(≥８ Ｐｔ 配位数)以及控制 ＷＯｘ－Ｐｔ 稳定性的结构特

征ꎬ通过可还原金属氧化物对后过渡金属表面特定

位点的优先修饰的识别和控制多相催化中金属－载
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体相互作用来开发高性能催化剂ꎮ Ｙａｎｇ 等[１０] 报告

了机器学习为基于银和铜的催化剂的草酸二甲酯加

氢提供最优解ꎬ然后应用于在催化剂性能和反应条

件的全局优化领域中筛选和预测新型催化剂ꎬ成功

预测了 ６ 种用于草酸二甲酯加氢的新型催化剂ꎬ即
Ａｇ－Ｂ２Ｏ３ / ＨＡＰ、Ａｇ－ＣｕＯ / ＫＣＣ－１、Ｃｕ－Ａｕ / ＳＮＴ、Ｃｕ－
Ａｌ２Ｏ３ / ＳｉＯ２、Ｃｕ－Ｂ / ＳＮＴ 和 Ｃｕ－Ｎｉ－泡沫 / ＲＧＯꎮ 预测

的新催化剂具有显著的潜力ꎬ能够分别将草酸二甲

酯加氢过程中的乙醇酸甲酯(ＭＧ)、乙二醇(ＥＧ)和
乙醇(ＥＴ)的产率提高 １０􀆰 ６０％、５􀆰 ５５％和 ４􀆰 ０８％ꎮ

通过训练机器学习模型ꎬ研究人员能够高效地

预测关键催化参数(如吸附能、稳定性、选择性)ꎬ从
而从海量候选材料中快速识别出高性能催化剂ꎮ
１􀆰 ２　 加氢反应活性与选择性的智能调控

加氢反应的选择性控制是工业应用中的核心难

题ꎬ特别是在炔烃半加氢、ＣＯ 加氢等复杂反应体系

中ꎮ 机器学习技术通过挖掘关键描述符与反应路

径的内在关联ꎬ为实现精准选择性调控提供了全

新途径ꎮ
Ｚａｆｆｒａｎ 等[１１]将金属掺杂钯基负载型催化剂表

面上的蒽醌(ＡＱ)加氢作为反应并关注主要反应产

物ꎬ机器学习首要目的是加速 ＤＦＴ 计算ꎬ从而能够

在创纪录的时间内筛选各种表面的催化活性和选择

性ꎮ Ｗａｎｇ 等[１２]基于从 １５ 个沸石样品的表征和相

应催化剂的催化性能得出的数据集ꎬ在机器学习建

模的帮助下建立了多因素关系ꎮ 根据模型的预测ꎬ
定量描述了孔隙和酸度特性的影响ꎬ观察到介孔对

转化率有很大影响ꎬ而微孔对苯、甲苯和二甲苯

(ＢＴＸ)选择性有很大的提高ꎬ沸石的性能不仅可以

通过酸催化反应直接影响催化剂的加氢裂化性能ꎬ
还可以通过调节与金属成分分散相关的加氢活性ꎮ
Ｆｅｎｇ 等[１３] 通过 ＤＦＴ 计算和 ３ 轮机器学习迭代对

Ｃ􀪅􀪅Ｏ 键和 Ｃ􀪅􀪅Ｃ 键吸附的吸附能进行探究ꎬ从而筛

选出有利于 Ｃ􀪅􀪅Ｏ 吸附的 ＳＡＡ(单原子合金)催化

剂ꎬ其中 Ｔｉ１Ａｕ ＳＡＡ 催化剂表现出对 Ｃ􀪅􀪅Ｏ 键特异

性吸附活化ꎮ 进而通过对巴豆醛在 Ｔｉ１Ａｕ ＳＡＡ 表面

上反应路径计算以及微动力学模拟ꎬ结果表明

Ｔｉ１Ａｕ(１１１)和 Ｔｉ１Ａｕ(３２０)表面具有高的催化活性

和将近 １００％巴豆醇选择性ꎬ是潜在的 αꎬβ－不饱和

醛选 择 性 加 氢 制 不 饱 和 醇 的 高 性 能 催 化 剂ꎮ
Ａｌｅｘａｎｄｒａ 等[１４]对 ２ꎬ４－二硝基甲苯加氢合成甲苯二

胺催化剂的文献数据进行了分析ꎬ开发 ＭＩＲＡ２１ 模

型的首要目标是利用来自 ３ 种不同描述符的客观数

值数据来表征多相催化剂ꎬ探索性数据分析(ＥＤＡ)

用于了解催化剂性能、反应条件、催化剂成分和可持

续参数等各个变量之间的关系ꎬ发现含铂的过渡金

属氧化物催化剂在短时间内就能在 ２ꎬ４－二硝基甲

苯的氢化反应中表现出优异的性能ꎬ且活性金属含

量较低ꎮ
Ｌｉｕ 等[１５]利用组内开发的基于 ＬＡＳＰ 软件的全

局神经网络方法ꎬ研究了铁基费托合成这一重要工

业催化体系的结构和反应机理ꎬ证明了基于机器学

习全局优化ꎬ从第一性原理出发解决反应条件下的

复杂催化问题已具有较为完善可行的研究模式ꎮ 建

立 ４ 元 Ｆｅ－Ｃ－Ｈ－Ｏ 全局神经网络势函数ꎬ基于机器

学习全局模拟的方法ꎬ探索了百万个在费托合成条

件下碳化铁体相与表面的候选结构ꎬ从而解析出 ＣＯ
活化的活性中心ꎮ Ｆａｎｇ 等[１６] 采用基于机器学习的

方法来预测金属氧化物催化剂在乙炔氢化反应中的

催化性能ꎬ确定了一些潜在的优秀催化剂ꎬ如 ＣｕＯ、
ＺｎＯ 和 Ｖ２Ｏ５ꎮ 实验验证证实了它们的活性ꎬ其中

ＣｕＯ 在 ５０~１００℃时的转化率约为 １００％ꎬ选择性约

为 ９０％ꎬＺｎＯ 在 ２００℃以上的温度下表现出约 １００％
的转化率和约 ８０％的选择性ꎮ 并且 Ｖ 在 ２７５℃时的

转化率为 ４１％ꎬ选择性为 ５２％ꎮ
机器学习驱动的催化研究已经从“快速筛选”

迈向“精准设计”ꎬ能够系统性地揭示反应机理、解
析关键活性结构ꎬ并提出具有高选择性和活性的新

型催化剂设计方案ꎮ
１􀆰 ３　 反应动力学与过渡态的 ＭＬ 加速

反应动力学参数的准确预测对理解加氢反应机

理至关重要ꎬ但传统的过渡态搜索方法计算成本极

高ꎬ成为催化剂理性设计的瓶颈ꎮ
Ｓｈｉ 等[１７]通过大规模的机器学习原子模拟ꎬ开

发了一种基于微观动力学的机器学习路径搜索方

法ꎬ以探索二氧化碳和一氧化碳在热力学有利的铜－
锌表面结构[包括铜(１１１)、铜(２１１)以及锌合金化

的铜(２１１)表面]上的数千种反应路径ꎬ从中确定出

最低能量的路径ꎬ研究表明混合气体中的一氧化碳

对于还原阳离子锌并暴露金属位点以用于 Ｃｕ /
ＺｎＯ / Ａｌ２Ｏ３ 催化剂上通过 ＣＯ 和 ＣＯ２ 混合物的加氢

合成甲醇起着关键作用ꎮ Ｗｕ 等[１８]提出了一个专为

单原子催化剂量身定制的机器学习框架ꎬ可以准确

预测吸附状态ꎬ即关键中间体(∗ＯＨ、∗Ｏ 和 ∗ＯＯＨ)
的吸附自由能和电荷ꎬ并提供了基于振动模式分析

的红外信号的可解释注意力图ꎮ Ｍａ 等[１９]通过机器

学习揭示了 Ｙ 型分子筛结构与正癸烷加氢裂化反

应性能的构效关系ꎬ发现转化率主要受晶胞参数、酸
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量和介孔体积影响ꎻＣ３ / Ｃ７ 比主要受晶胞参数、酸
量、介孔体积和微孔体积的影响ꎻ对 ｉ－Ｃ４ / ｎ－Ｃ４ 比影

响较大的变量为晶胞参数、酸量和微孔体积ꎮ 预测

结果与实验结果吻合良好ꎬ模型对新催化剂设计具

有较好的预测能力ꎮ Ｈｕ 等[２０]采用大规模机器学习

驱动的全局优化ꎬ在实际反应条件下(即 ５ ＭＰａ Ｈ２

压力ꎬＺｎ２＋水溶液)探索数百万个 Ｒｕ 和 Ｒｕ－Ｚｎ 结构

候选物以及完整的苯部分加氢反应生成环己烯

(ＣＨＥ)网络ꎮ 微动力学模拟进一步证实ꎬＺｎ 的存在

通过毒害 Ｒｕ 纳米颗粒中的波纹表面ꎬ将产率从 ０％
提高到 ５０％ꎮ 基于这些原子见解ꎬ建议在 Ｒｕ 晶格

中引入 ２％的拉伸应变可以将 ＣＨＥ 产率提高到

６０％ꎬ具有 １００％的 ＣＨＥ 选择性ꎬ突出了定制催化剂

载体以最大限度地提高性能的潜力ꎮ
ＭＬ 对反应动力学、中间态的深度理解与分析

进一步凸显了 ＭＬ 与微观动力学模拟、全局优化的

深度结合ꎬ正在从“初步筛选”走向“机理解析”提供

全方位的支持ꎮ

２　 机器学习驱动的催化剂制备与工艺优化

２􀆰 １　 ＭＬ 加速催化剂筛选与性能预测

Ｄｉｐｔｅｎｄｕ 等[２１] 通过机器学习研究了高熵合金

(Ｃｕ、Ｃｏ、Ｎｉ、Ｚｎ 和 Ｓｎ)基催化剂的高通量筛选用于

ＣＯ２ 加氢制甲醇反应中ꎮ 基于训练 ＭＬ 模型训练数

据成功在 ３６ ７５０ 种催化剂中筛选了一系列高熵基

催化剂ꎬ预测了吸附物的吸附能ꎮ Ｗａｎｇ 等[２２] 提出

的结构描述符的预测模型成功地阐明了钯基合金之

间的活性和选择性趋势ꎬ并且还可以扩展到合理化

单原子合金和镍基合金之间乙炔甚至其他炔烃半氢

化的动力学趋势ꎬ与现有的实验参考非常一致ꎮ 借

助热力学稳定性分析和结构描述符ꎬ通过高通量筛

选方案对 ４８９ 种 Ｐｄ 基双金属合金进行了评估ꎬ其中

Ｐｄ１Ｎｂ３ 和 Ｐｄ１Ｈｆ３ 被鉴定为乙烯产率高、成本低廉ꎬ
并通过实验研究得到验证ꎮ 黄成等[２３] 通过机器学

习中的人工神经网络完成了 ＣＯ２ 加氢合成航煤动

力学研究ꎬ建立了关键组分 ＣＯ 和 ＣＯ２ 预测模型、
碳链增长模型和产物分布模型ꎬ可准确预测一定

实验条件下关键组分 ＣＯ 和 ＣＯ２ 物质的量分数与

产物分布ꎮ
机器学习将催化科学家从繁重的重复性筛选和

试错中解放出来ꎬ使其能更专注于提出科学假设、设
计算法和解读更深层次的物理化学规律ꎬ凸显了机

器学习在加速催化剂发现、深化机理认识和优化反

应性能方面的强大能力ꎬ正深刻变革着催化剂的设

计与开发流程ꎮ
２􀆰 ２　 工业过程的智能优化与运维

机器技术在工业加氢过程的优化与运维中同样

展现出巨大潜力ꎮ
Ｇｅ 等[２４]描述了在主动机器学习与密度泛函理

论计算相结合的辅助下ꎬ高性能镍基金属间催化剂

的原子设计ꎮ 工程化的 ＮｉＩｎ 催化剂在温和温度下

完全转化乙炔和丙炔时ꎬ对乙烯和丙烯的选择性

>９７％ꎬ优于报道的镍基催化剂ꎬ甚至优于贵金属钯

基催化剂ꎮ 使用理论计算和高级表征的详细机理研

究表明ꎬ原子级定义的 Ｎｉ 位点配位环境以及精心设

计的 Ｎｉ ３ｄ 与 Ｉｎ ５ｐ 轨道的杂化决定了半氢化途径ꎮ
董毅[２５]通过机器学习方法高性能多元金属氧化物

基 ＣＯ２ / ＣＯ 加氢制甲醇催化剂的高效开发ꎬ结合文

献数据和自测实验数据ꎬ构建了甲醇合成催化剂组

成－制备条件－结构参数－反应工况－催化性能数据

库ꎬ实现了在催化剂组成、制备条件等参数空间内对

甲醇合成催化剂的高效、宏量搜索ꎬ成功获得了兼具

高活性和高选择性的甲醇合成催化剂ꎬ筛选出

ＣｕＺｎＡｌＴｉ 催化剂在 ２５０℃时 ＣＯ 加氢制甲醇的时空

收率为 ０􀆰 ９７９ ｇ / (ｇ􀅰ｈ)ꎬＣＯ２ / ＣＯ 混合气加氢制甲醇

的时空收率为 ２􀆰 ７８ ｇ / ( ｇ􀅰ｈ)ꎮ Ｌｅｅ 等[２６] 创新性地

采用了高斯过程贝叶斯优化(ＧＰＢＯ)方法对直接

ＣＯ２ 加氢制甲醇的“超结构”进行优化ꎮ 该方法能

够同时优化反应器配置、催化剂负载和操作参数等

离散与连续变量ꎬ设计出的新工艺将 ＣＯ２ 转化率提

升至 ５２􀆰 ５％ꎬ从甲醇生产中获得的收入从每吨 ４􀆰 ３
美元的赤字变为 ２􀆰 ５ 美元的利润ꎬ展示了机器学习

在颠覆性工艺创新中的巨大潜力ꎮ
工业过程与 ＭＬ 的深度结合标志着机器学习已

不再仅是辅助工具ꎬ而是能够从原子到系统ꎬ全方位

地引领颠覆性催化技术与工艺的创新引擎ꎮ

３　 挑战与未来展望

３􀆰 １　 当前面临的关键挑战

机器学习在加氢催化剂研发的深化应用中ꎬ正
面临一系列核心制约ꎮ

数据壁垒与质量困境:该领域的研究严重受制

于标准化数据的匮乏与分散ꎮ 实验数据不仅总量稀

缺ꎬ更因其源于各异的研究平台而存在显著的测

度差异与系统误差ꎬ构成了彼此隔离的“数据孤

岛” [２５] ꎮ 这种状况直接导致了模型训练样本不

足ꎬ并严重削弱了其外推至未知体系时的稳健性

与可信度ꎮ

􀅰８７􀅰
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模型决策的“黑箱”迷雾:许多高性能的机器学

习模型ꎬ内部的决策逻辑往往难以追溯ꎮ 当模型预

测出一种高活性催化剂时ꎬ研究人员却可能无法从

中提取出关于“构－效关系”的清晰物理图像或化学

机制[２７－２８]ꎮ 这种可解释性的缺失ꎬ使得 ＭＬ 的输出

更像是一个无法验证的统计结论ꎬ而非能够推动理

论发展的科学见解ꎬ从而限制了其在本质创新上的

贡献ꎮ
多尺度系统整合的鸿沟:催化剂的宏观表现是

微观活性位点结构、介观孔道特性以及反应器工程

环境等多层级因素复杂交织的结果[２９]ꎮ 现有的学

习模型多聚焦于单一尺度(例如基于量子化学描述

符的活性预测)ꎬ而如何构建一个能无缝耦合从原

子级描述到宏观反应动力学数据的统一计算框架ꎬ
是实现精准“量－效”关联与全局优化的关键瓶颈ꎮ
３􀆰 ２　 展望

突破当前困境ꎬ未来的发展路径呈现出高度的

融合与自动化特征ꎮ
自主驱动的高通量研发闭环:发展的终极形态

将是 ＭＬ 智能体与自动化实验设施的深度集成ꎮ 在

此范式下ꎬＭＬ 不仅负责提出优化方案ꎬ更能直接调

度 ｒｏｂｏｔｉｃ 实验系统执行合成与性能表征ꎬ并即时分

析反馈数据ꎬ自主启动下一轮优化循环ꎮ 这种“决
策－执行－学习”的闭环将革命性地压缩研发周期ꎬ
并系统性构建高质量、标准化的专属数据库ꎮ

机理引导的知识发现模型:单纯的数据驱动将

逐步演进为“物理信息增强”的混合建模策略ꎮ 通

过将热力学定律、动力学方程等先验知识作为约束

条件嵌入模型架构ꎬ或与第一性原理计算进行跨模

态融合ꎬ能够孕育出既符合物理规律又具备强大数

据拟合能力的新一代模型ꎮ 这不仅能提升在稀疏数

据区的预测可靠性ꎬ更有望直接从复杂数据中反演

和发现新的科学规律ꎮ
生成式智能与逆向设计范式:超越传统的性质

预测ꎬ生成式人工智能将开启“逆向设计”的新纪

元ꎮ 模型能够学习并内化高性能催化剂的核心特

征ꎬ进而根据特定的应用需求(如在复杂原料中实

现特定分子的精准加氢)ꎬ直接生成在理论上具备

最优组成与结构的全新候选材料ꎮ 这将把催化剂研

发从“筛选”时代推向“创造”时代ꎬ实现真正意义上

的源头创新ꎮ
机器学习技术正在深刻重塑加氢催化剂的研发

范式ꎬ从传统的“试错”模式向高效的“理性设计”模
式转变ꎮ 通过 ＳｕｒＦＦ、ＣａＴＳ 等创新算法ꎬ机器学习实

现了在催化剂表面设计、反应路径优化及动力学分

析中的革命性突破ꎮ 国内研究团队在单原子合金设

计、金属间化合物筛选等方面的成果ꎬ展示了中国在

机器学习驱动催化研究中的创新能力ꎮ 未来ꎬ随着

专用大模型、自动化实验平台及标准化数据库的发

展ꎬ机器学习技术将在加氢催化剂设计中发挥更加

关键的作用ꎮ 同时ꎬ解决数据质量、模型可解释性及

跨尺度建模等挑战ꎬ需要催化科学家、数据专家及工

程师的紧密合作ꎮ 当前正处在催化研究新范式的起

点ꎬ机器学习驱动的加氢催化技术必将为化学工业

的绿色、低碳转型提供核心创新动力ꎮ
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